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4 Možnosti modifikace součinového modelu
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Metoda směśı EM obecně Součinové směsi Modifikace Souhrn Princip metody Př́ıklad směsi

Aproximace neznámého rozložeńı pravděpodobnosti

Výchoźı informace:

soubor nezávislých pozorováńı S (trénovaćı data) s nějakým neznámým
rozložeńım pravděpodobnosti P∗(x)

S = {x(1), x(2), . . . , x(K)}, x(k) = (x
(k)
1 , x

(k)
2 , . . . , x

(k)
N ) ∈ X

Princip metody distribučńıch směśı:

aproximace neznámého rozložeńı pravděpodobnosti P∗(x) pomoćı
distribučńı směsi; komponenty směsi: hustoty nebo diskrétńı distribuce

P(x) =
M∑

m=1

f (m)F (x|m),
M∑

m=1

f (m) = 1,
∑
x∈X

F (x|m) = 1

Př́ıklady aplikaćı:

rozpoznáváńı obraz̊u , problém predikce, modelováńı textur, analýza obraz̊u,
klasifikace textových dokument̊u, statistické modely dat, . . .



Metoda směśı EM obecně Součinové směsi Modifikace Souhrn Princip metody Př́ıklad směsi

Směsi jako kompromis

parametrický p̌ŕıstup: nap̌r. odhad normálńı hustoty pravděpodobnosti

P(x) =
1√

(2π)N det A
exp{−1

2
(x− c)T A−1(x− c)}, x ∈ X

pr̊uměr: c =
1

|S|
∑
x∈S

x, kovariančńı matice: A =
1

|S|
∑
x∈S

(x− c)(x− c)T

neparametrický p̌ŕıstup: jádrový (Parzenův) odhad Theorem (Parzen, 1962)

P(x) =
1

|S|
∑
y∈S

N∏
n=1

1√
2πσn

exp
{ (xn − yn)2

2σ2
n

}
, x ∈ X

problém: Optimálńı vyhlazeńı (volba parametr̊u σn)

Distribučńı směsi ≈ “semiparametrický p̌ŕıstup”

kompromis mezi jednoduchost́ı parametrického modelu a obecnost́ı
neparametrických odhadů

efektivńı odhad parametr̊u směsi (+”vyhlazeńı”) pomoćı EM algoritmu



Metoda směśı EM obecně Součinové směsi Modifikace Souhrn Princip metody Př́ıklad směsi

Př́ıklad normálńı směsi

dimenze distribučńı směsi N = 2, počet komponent směsi M = 7



Metoda směśı EM obecně Součinové směsi Modifikace Souhrn Princip metody Př́ıklad směsi

Data náhodně generovaná podle normálńı směsi (M=7)

počet bodů: |S| = 6000



Metoda směśı EM obecně Součinové směsi Modifikace Souhrn Princip metody Př́ıklad směsi

EM algoritmus pro směs normálńıch hustot

výpočet maximálně věrohodného odhadu parametr̊u směsi:

F (x|cm,Am) =
1√

(2π)N det Am

exp{−1

2
(x− cm)T A−1

m (x− cm)}, x ∈ IRN

L =
1

|S|
∑
x∈S

log

[
M∑

m=1

F (x|cm,Am)f (m)

]
, S = {x(1), . . . , x(K)}

Iteračńı rovnice: ≈ maximalizace věrohodnostńı funkce

q(m|x) =
f (m)F (x|cm,Am)∑M
j=1 f (j)F (x|cj ,Aj)

, x ∈ S, m = 1, 2, . . . ,M

f
′
(m) =

1

|S|
∑
x∈S

q(m|x), c
′

m =
1∑

x∈S q(m|x)

∑
x∈S

x q(m|x)

A
′

m =
1∑

x∈S q(m|x)

∑
x∈S

q(m|x) (x− c
′

m)(x− c
′

m)T

POZN. Počet komponent směsi je nutné zvolit p̌redem.



Metoda směśı EM obecně Součinové směsi Modifikace Souhrn Princip metody Př́ıklad směsi

Př́ıklad odhadu normálńı směsi (M=28)

použitý počet komponent směsi M = 28 ( 6= 7) (SROVNÁŃI: jádrový odhad)



Metoda směśı EM obecně Součinové směsi Modifikace Souhrn Princip metody Př́ıklad směsi

Původńı směs normálńıch hustot (M=7)

dimenze distribučńı směsi N = 2, počet komponent směsi M = 7



Metoda směśı EM obecně Součinové směsi Modifikace Souhrn Obecný EM Monotonie Výpočetńı vlastnosti Historie

Obecná verze EM algoritmu

EM algoritmus: maximalizuje věrohodnostńı funkci (kritérium)

L =
1

|S|
∑
x∈S

log P(x) =
1

|S|
∑
x∈S

log

[
M∑

m=1

f (m)F (x|m)

]
Iteračńı rovnice: (m = 1, 2, . . . ,M, x ∈ S, S = {x(1), . . . , x(K)})

E-krok: q(m|x) =
f (m)F (x|m)∑M
j=1 f (j)F (x|j)

, f
′
(m) =

1

|S|
∑
x∈S

q(m|x)

M-krok: F
′
(.|m) = arg max

F (.|m)

{∑
x∈S

q(m|x) log F (x|m)
}

Explicitńı řešeńı

pro součinové komponenty: F (x|m) =
∏N

n=1 fn(xn|m)

⇒ f
′

n (.|m) = arg max
fn(.|m)

{∑
x∈S

q(m|x) log fn(xn|m)
}
, n = 1, 2, . . . ,N

POZN. V kroku M stač́ı nerovnost ⇒ zobecněný EM algoritmus.



Metoda směśı EM obecně Součinové směsi Modifikace Souhrn Obecný EM Monotonie Výpočetńı vlastnosti Historie

Monotónńı vlastnost EM algoritmu (Schlesinger, 1968)

Posloupnost hodnot věrohodnostńı funkce {L(t)}∞t=0 je neklesaj́ıćı:

L(t+1) − L(t) ≥ 0, t = 0, 1, 2, . . .

a pokud je shora omezená, konverguje monotónně k lokálńımu nebo
globálńımu maximu (nebo sedlovému bodu):

lim
t→∞

L(t) = L∗ <∞.

Z existence konečné limity L∗ <∞ plynou následuj́ıćı nutné podḿınky
konvergence: Důkaz

lim
t→∞

(L(t+1) − L(t)) = 0 ⇒

⇒ lim
t→∞

||f (t+1)(·)− f (t)(·)|| = 0, lim
t→∞

||q(t+1)(·|x)− q(t)(·|x)|| = 0

POZN. Z konvergence posloupnosti {L(t)}∞t=0 neplyne automaticky
konvergence posloupnost́ı odhadovaných parametr̊u směsi !



Metoda směśı EM obecně Součinové směsi Modifikace Souhrn Obecný EM Monotonie Výpočetńı vlastnosti Historie

Důkaz monotónńı vlastnosti

Lemma

Kullback-Leiblerova informačńı divergence I (q(·|x)||q′
(·|x)) je nezáporná pro

libovolné dvě podḿıněné distribuce q(·|x), q
′
(·|x) a rovná se nule právě když

jsou obě distribuce identické. Důkaz

⇒ 1

|S|
∑
x∈S

I (q(·|x)||q
′
(·|x)) =

1

|S|
∑
x∈S

[
M∑

m=1

q(m|x) log
q(m|x)

q′(m|x)

]
≥ 0

Dosazeńım za q(m|x), q
′
(m|x) podle kroku E dostaneme nerovnost:

1

|S|
∑
x∈S

M∑
m=1

q(m|x) log
P

′
(x)

P(x)
− 1

|S|
∑
x∈S

M∑
m=1

q(m|x) log

[
f

′
(m)F

′
(x|m)

f (m)F (x|m)

]
≥ 0

p̌ričemž prvńı člen na levé straně je roven p̌ŕır̊ustku kritéria L:

1

|S|
∑
x∈S

M∑
m=1

q(m|x) log
P

′
(x)

P(x)
=

1

|S|
∑
x∈S

log
P

′
(x)

P(x)
= L

′
− L.



Metoda směśı EM obecně Součinové směsi Modifikace Souhrn Obecný EM Monotonie Výpočetńı vlastnosti Historie

Důkaz monotónńı vlastnosti

Z upravené nerovnosti dále plyne po dosazeńı z p̌redchoźı rovnice:

(*) L
′
−L ≥

M∑
m=1

[
1

|S|
∑
x∈S

q(m|x)

]
log

f
′
(m)

f (m)
+

M∑
m=1

1

|S|
∑
x∈S

q(m|x) log
F

′
(x|m)

F (x|m)

S využit́ım substituce podle kroku M

f
′
(m) =

1

|S|
∑
x∈S

q(m|x), m = 1, 2, . . . ,M

můžeme napsat nerovnost:

M∑
m=1

[
1

|S|
∑
x∈S

q(m|x)

]
log

f
′
(m)

f (m)
=

M∑
m=1

f
′
(m) log

f
′
(m)

f (m)
≥ 0.

tzn. prvńı suma na pravé straně výchoźı nerovnosti (*) je nezáporná.

POZN. Definice vah f
′
(m) maximalizuje výraz na levé straně



Metoda směśı EM obecně Součinové směsi Modifikace Souhrn Obecný EM Monotonie Výpočetńı vlastnosti Historie

Důkaz monotónńı vlastnosti

Podle definice v kroku M funkce F
′
(·|m) maximalizuje levou stranu, tzn.:

M∑
m=1

1

|S|
∑
x∈S

q(m|x) log F
′
(x|m) ≥

M∑
m=1

1

|S|
∑
x∈S

q(m|x) log F (x|m).

Předchoźı nerovnost lze upravit na tvar

M∑
m=1

1

|S|
∑
x∈S

q(m|x) log
F

′
(x|m)

F (x|m)
≥ 0

tj. p̌ŕır̊ustek věrohodnostńı funkce je nezáporný:

L
′
− L ≥

M∑
m=1

f
′
(m) log

f
′
(m)

f (m)
+

M∑
m=1

1

|S|
∑
x∈S

q(m|x) log
F

′
(x|m)

F (x|m)
≥ 0

⇒ L
′
≥ L Alternativńı důkaz podle Schlesingera

POZN. Důkaz monotonie je návodem na odvozeńı EM algoritmu!



Metoda směśı EM obecně Součinové směsi Modifikace Souhrn Obecný EM Monotonie Výpočetńı vlastnosti Historie

Identifikace směsi × aproximace pomoćı směsi

POČET KOMPONENT ? POČÁTEČNÍ PARAMETRY ?

Problém identifikace směsi (nap̌r. shluková analýza)

ćılem je zjistit počet komponent a odhadnout parametry směsi

je ťreba aby odhadovaná směs byla identifikovatelná Definice

POT́IŽ: věrohodnostńı funkce směsi má témě̌r vždy lokálńı maxima
(zvláště p̌ri velké dimenzi a malém počtu dat)

⇒ nalezené lokálńı maximum záviśı na volbě počátečńıch parametr̊u

POT́IŽ: kvalita odhadu směsi záviśı na zvoleném počtu komponent a
počátečńıch parametrech

× Problém aproximace neznámé pravděpodobnostńı distribuce

ćılem je co nejp̌resněǰśı aproximace neznámého rozložeńı
pravděpodobnosti pomoćı součinové distribučńı směsi Problém aproximace

směs nemuśı být identifikovatelná

konkrétńı počet komponent směsi neńı důležitý

počátečńı parametry směsi je možné generovat náhodně



Metoda směśı EM obecně Součinové směsi Modifikace Souhrn Obecný EM Monotonie Výpočetńı vlastnosti Historie

Výpočetńı vlastnosti EM algoritmu

Typická aproximačńı úloha: velký počet dat + velký počet komponent

efektivńı aproximace multimodálńıch distribućı s velkou dimenźı

existence lokálńıch extrémů neńı důležitá protože p̌ri velkém počtu
komponent je hodnota kriteria v r̊uzných lokálńıch maximech srovnatelná

p̌ri velkém počtu komponent (M ≈ 101 − 102) lze zanedbat komponenty
s řádově nižš́ı váhou (konkrétńı počet neńı důležitý)

⇒ inicializace parametr̊u směsi nemá podstatný vliv, počátečńı
parametry komponent je možné generovat náhodně

iterace EM algoritmu v závěrečné pomalé fázi výpočtu maj́ı obvykle malý
vliv na hodnotu kritéria a p̌resnost aproximace a lze je vynechat

závěrečná fáze výpočtu obvykle zvyšuje riziko ”p̌reurčeńı”parametr̊u
(overfitting), tzn. včasné ukončeńı iteraćı může zlepšit kvalitu řešeńı

EM algoritmus lze použ́ıt na ”vážená”data Modifikace EM algoritmu

POZN. Uvedené vlastnosti neplat́ı obecně, nelze je dokázat, záviśı na
konkrétńıch datech.



Metoda směśı EM obecně Součinové směsi Modifikace Souhrn Obecný EM Monotonie Výpočetńı vlastnosti Historie

Z historie problému odhadováńı směśı

v obdob́ı 1895 - 1965 bylo publikováno asi 80 praćı o identifikaci směśı

Pearson (1894): ”Contributions to the mathematical theory of
evolution. 1. Dissection of frequency curves.” Philosophical Transactions
of the Royal Society of London 185, 71-110. (odhady směsi
dvou jednorozměrných normálńıch hustot metodou moment̊u)

efektivńı řešeńı problému odhadu směśı až s p̌ŕıchodem poč́ıtač̊u:

Kale (1962), Hasselblad (1966), Day (1969), Wolfe (1970):
jednoduché iteračńı schema (EM algoritmus) p̊uvodně odvozené
intuitivně algebraickou úpravou věrohodnostńıch rovnic pro normálńı
směsi, metoda snadno použitelná v mnoharozměrných p̌ŕıpadech,
v každé iteraci zvyšuje hodnotu věrohodnostńı funkce

Hosmer (1973): ”Iterative m.-l. estimates were proposed by Hasselblad
and subsequently have been looked at by Day, Hosmer and Wolfe”

Peters a Walker (1978): ”... we have observed in experiments that
the convergence is monotone, i.e. that the likelihood function is actually
increased in each iteration, but we have been unable to prove it.”



Metoda směśı EM obecně Součinové směsi Modifikace Souhrn Obecný EM Monotonie Výpočetńı vlastnosti Historie

Z historie problému odhadováńı směśı

prvńı d̊ukaz monotonie EM algoritmu:

Schlesinger M.I. (1968): ”Relation between learning and self learning
in pattern recognition”, (in Russian), Kibernetika, (Kiev), No. 2, 81-88.

Foto

Ajvazjan et al. (monografie, 1974): cituje Schlesinger̊uv výsledek

Isaenko a Urbach (1976): cituje Schlesinger̊uv výsledek



Metoda směśı EM obecně Součinové směsi Modifikace Souhrn Obecný EM Monotonie Výpočetńı vlastnosti Historie

Z historie problému odhadováńı směśı

název EM algoritmus pocháźı z často citované práce:

Dempster et al. (1977): ”Maximum likelihood from incomplete data
via the EM algorithm.”J. Roy. Statist. Soc., B, Vol. 39, pp.l-38.

Scholar Google, zá̌ŕı 2010: 22 390 citaćı článku Dempster et al.



Metoda směśı EM obecně Součinové směsi Modifikace Souhrn Obecný EM Monotonie Výpočetńı vlastnosti Historie

Z historie problému odhadováńı směśı

chyba v d̊ukazu konvergence posloupnosti parametr̊u:

Boyles R.A. (1983): ”On the convergence of the EM algorithm.”J.
Roy. Statist. Soc., B, Vol. 45, pp. 47-50.

Wu C.F.J. (1983): ”On the convergence properties of the EM
algorithm.”Ann. Statist., Vol. 11, pp. 95-103.

Monografie:

Everitt, B.S. and D.J. Hand (1981)

Titterington et al. (1985)

McLachlan and Peel (2000)

Scholar Google (2010): heslo ”EM algorithm”- 2 340 000 výsledk̊u



Metoda směśı EM obecně Součinové směsi Modifikace Souhrn Součinové směsi Implementace

SOUČINOVÉ SMĚSI

směs součinových komponent (model podḿıněné nezávislosti):

P(x) =
M∑

m=1

f (m)
N∏

n=1

fn(xn|m), x ∈ X

Základńı výhody použit́ı součinových komponent

zjednodušeńı výpočtu (odpadá nap̌r. inverze kovaričńıch matic)

stabilita výpočtu (odpadá riziko špatně podḿıněných matic)

snadný výpočet marginálńıch rozložeńı pravděpodobnosti Odvozeńı

možnost odhadu parametr̊u směsi z neúplných datových vektor̊u

Nevýhody součinových směśı (+ mýty a pověry)

skrytý p̌redpoklad nezávislosti proměnných (?!) (plat́ı pouze pro M=1)

p̌redpoklad součinových komponent je omezuj́ıćı (?) Jádrový (Parzenův) odhad

vhodná normalizace dat p̌red použit́ım součinové směsi (?) Invariance



Metoda směśı EM obecně Součinové směsi Modifikace Souhrn Součinové směsi Implementace

Př́ıklad EM algoritmu - součinová normálńı směs

KOMPONENTY: normálńı hustoty s diagonálńı kovariančńı matićı:

F (x|µm,σm) =
N∏

n=1

1√
2πσmn

exp
{
− (xn − µmn)2

2σ2
mn

}
, x ∈ <N

L =
1

|S|
∑
x∈S

log P(x) =
1

|S|
∑
x∈S

log[
M∑

m=1

f (m)F (x|µm,σm)]

iteračńı rovnice:

q(m|x) =
f (m)F (x|µm,σm)∑M
j=1 f (j)F (x|µj ,σj)

, x ∈ S, m = 1, 2, . . . ,M

f
′
(m) =

1

|S|
∑
x∈S

q(m|x), µ
′

mn =
1∑

x∈S q(m|x)

∑
x∈S

xnq(m|x)

(σ
′

mn)2 =
1∑

x∈S q(m|x)

∑
x∈S

(xn − µ
′

mn)2q(m|x), n = 1, 2, . . . ,N

⇒ Jednoduš̌śı a stabilněǰśı výpočet

Bernoulliovská směs Diskrétńı součinová směs



Metoda směśı EM obecně Součinové směsi Modifikace Souhrn Součinové směsi Implementace

Poznámky k implementaci EM algoritmu

implementace EM algoritmu: jako cyklus p̌res data (pro |S| >> 1)∑
x∈S

q(m|x)→ f
′
(m),

∑
x∈S

xn q(m|x)→ µ
′

mn, θ
′

mn

podḿınka ukončeńı výpočtu: (L
′ − L)/L < ε, (ε ≈ 10−3 − 10−5)

(v konečné fázi výpočtu obvykle docháźı k nadměrnému p̌rizpůsobeńı
odhadovaných parametr̊u k dat̊um, tzv. ”overpeaking”)

EM algoritmus spontánně potlačuje váhy p̌rebytečných komponent,
z rozložeńı vah lze posoudit poťrebný počet komponent

užitečný údaj:

qmax(x) = max
m∈M

{q(m|x)}, q̄max =
1

|S|
∑
x∈S

qmax(x)

pro data s velkou dimenźı (N >> 1) je typický malý ”p̌rekryv”
komponent, tj. poměrně vysoké hodnoty q̄max ≈ 0.85− 0.99

nutná podḿınka správnosti programu: L
′ ≥ L

Ově̌reńı algoritmu: generováńı umělých dat + reidentifikace parametr̊u



Metoda směśı EM obecně Součinové směsi Modifikace Souhrn Součinové směsi Implementace

Implementace EM algoritmu v prostoru s velkou dimenźı

PROBLÉM: numerická nestabilita v prostoru s velkou dimenźı

komponenty F (x|m) ”podtékaj́ı” již p̌ri dimenzi N ≈ 30− 40
⇒ výpočet komponent je ťreba provést v logaritmickém tvaru:

log[F (x|m)f (m)] = log f (m) +
∑
n∈N

log fn(xn|m)

maximum: log C0 = max
m
{ log[F (x|m)f (m)] } ⇒ C0

”odlogaritmované”hodnoty F (x|m) a P(x) nutné pro výpočet q(m|x):

exp{− log C0 + log f (m) +
∑
n∈N

log fn(xn|m)} = C−1
0 F (x|m)f (m)

q(m|x) =
C−1

0 F (x|m)f (m)∑M
j=1 C−1

0 F (x|j)f (j)
=

F (x|m)f (m)∑M
j=1 F (x|j)f (j)

Př́ıklady zdrojového kódu v C++: Bernoulliovská směs Normálńı součinová směs



Metoda směśı EM obecně Součinové směsi Modifikace Souhrn Neúplná data Strukturńı model Sekvenčńı schema Informativńı podprostor

Modifikace EM algoritmu - neúplné datové vektory

neúplná data: x = (x1,−, x3, x4,−,−, x7, . . . , xN) ∈ X

N (x) = {n ∈ N : soǔradnice xn je definovaná v x}, x ∈ X
Sn = {x ∈ S : n ∈ N (x)}, ≈ vektory x ∈ S s definovanou soǔradnićı xn

p̌redpoklad: součinové komponenty ⇒ Snadný výpočet marginál

L =
1

|S|
∑
x∈S

log[
M∑

m=1

f (m)F̄ (x|m)], F̄ (x|m) =
∏

n∈N (x)

fn(xn|m)

iteračńı rovnice: (m ∈M, n ∈ N , x ∈ S)

q(m|x) =
f (m)F̄ (x|m)∑M
j=1 f (j)F̄ (x|j)

, f
′
(m) =

1

|S|
∑
x∈S

q(m|x)

f
′

n (.|m) = arg max
fn(.|m)

{∑
x∈Sn

q(m|x) log fn(xn|m)
}

POZN. Nahrazováńı chyběj́ıćıch údaj̊u pomoćı odhadů ovlivňuje data.
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Strukturńı model směsi (Grim et al. 1986, 1999, 2002)

binárńı strukturńı parametry: φm = (φm1, . . . , φmN) ∈ {0, 1}N

F (x|m) =
∏
n∈N

fn(xn|m)φmn fn(xn|0)1−φmn , (obvykle: fn(xn|0) = Pn(xn))

φmn = 0 : ḿısto fn(xn|m) se v součinu dosad́ı fixńı distribuce fn(xn|0)

P(x) =
∑

m∈M
F (x|m)f (m) =

∑
m∈M

F (x|0)G (x|m,φm)f (m)

G (x|m,φm) =
∏
n∈N

[
fn(xn|m)

fn(xn|0)

]φmn

, F (x|0) =
∏
n∈N

fn(xn|0)

motivace: ”distribuce pozad́ı ”F (x|0) se vykrát́ı v Bayesově vzorci:

p(ω|x) =
P(x|ω)p(ω)

P(x)
=

∑
m∈Mω

G (x|m,φm)f (m)∑
j∈M G (x|j ,φj)f (j)

≈
∑

m∈Mω

G (x|m,φm)f (m)

POZN. Neńı nutná redukce dimenze, tj. výběr p̌ŕıznak̊u.
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Strukturńı modifikace EM algoritmu (diskrétńı proměnné)

strukturńı optimalizace je součást́ı odhadu parametr̊u směsi

L =
1

|S|
∑
x∈S

log
[ ∑

m∈M
F (x|0)G (x|m,φm)f (m)

]
, F (x|0) =

∏
n∈N

fn(xn|0)

iteračńı rovnice: (m ∈M, n ∈ N , x ∈ S)

q(m|x) =
G (x|m,φm)f (m)∑
j∈M G (x|j ,φj)f (j)

, f
′
(m) =

1

|S|
∑
x∈S

q(m|x)

f
′

n (ξ|m) =
1∑

x∈S q(m|x)

∑
x∈S

δ(ξ, xn)q(m|x)

strukturńı optimalizace: φ
′

mn = 1 pro r nejvyš̌śıch hodnot γ
′

mn

γ
′

mn =
∑
x∈S

q(m|x)

|S|
log
[ f

′

n (xn|m)

fn(xn|0)

]
= f

′
(m)

∑
xn∈Xn

f
′

n (xn|m) log
f

′

n (xn|m)

fn(xn|0)

Odvozeńı kritéria



Metoda směśı EM obecně Součinové směsi Modifikace Souhrn Neúplná data Strukturńı model Sekvenčńı schema Informativńı podprostor

Vlastnosti strukturńıho modelu směsi

strukturńı model směsi realizuje ”podprostorový”p̌ŕıstup:

mechanizmus: málo informativńı jednorozměrné distribuce fn(xn|m)
nahrazuje model p̌ŕıslušným fixńım ”pozad́ım”fn(xn|0)

řeš́ı obecný problém výběru p̌ŕıznak̊u individuálně pro každou
komponentu - jako součást EM algoritmu

umožňuje bayesovské rozhodováńı nezávisle na dimenzi prostoru
(̌rešeńı rozhodovaćıch problémů bez redukce dimenze prostoru)

snižuje počet parametr̊u modelu (i komponent) a t́ım omezuje riziko
”nadměrného”p̌rizpůsobeńı modelu dat̊um (overpeaking)

kritériem strukturńı optimalizace odvozeným z EM algoritmu je
Kullback-Leiblerova informačńı divergence (pro diskrétńı směs)

umožňuje statisticky korektńı řešeńı problému neúplného propojeńı
vstupńıch proměnných a neuronové vrstvy

umožňuje strukturńı optimalizaci neuronové śıtě p̌ri zachováńı
monotónńı vlastnosti EM algoritmu: L

′ − L ≥ 0



Metoda směśı EM obecně Součinové směsi Modifikace Souhrn Neúplná data Strukturńı model Sekvenčńı schema Informativńı podprostor

Sekvenčńı rozhodovaćı schema

Problém: postupné doplňováńı p̌ŕıznak̊u (p̌r. lékǎrská diagnostika)

dané hodnoty: xD = (xj1 , . . . , xjl ) ∈ XD , D = {j1, . . . , jl} ⊂ N

P(xD |ω) =
∑

m∈Mω

f (m)
∏
n∈D

fn(xn|m, ω), P(xD) =
∑
ω∈Ω

P(xD |ω)p(ω)

Optimálńı sekvenčńıho rozhodováńı: p(ω|xn, xD), ω ∈ Ω

Volba nejinformativněǰśı proměnné xn, n /∈ D p̌ri dané podmnožině
známých vstupńıch údaj̊u xD = (xj1 , . . . , xjl ) ∈ XD podle kriteria
maximálńı podḿıněné informace: IxD

(Xn,Ω)

IxD
(Xn,Ω) = HxD

(Xn)− HxD
(Xn|Ω), n∗ = arg max

n/∈D
{IxD

(Xn,Ω)}

HxD
(Xn) =

∑
xn∈Xn

−Pn|D(xn|xD) log Pn|D(xn|xD)

HxD
(Xn|Ω) =

∑
ω∈Ω

p(ω)
∑

xn∈Xn

−Pn|Dω(xn|xD , ω) log Pn|Dω(xn|xD , ω)

Pn|Dω(xn|xD , ω) = PnD|ω(xn, xD |ω)/PD|ω(xD |ω)
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Výběr nejinformativněǰśıho podprostoru

Motivace:

výběr nejinformativněǰśı podmnožiny p̌ŕıznak̊u

v́ıcestupňové rozpoznáváńı (urychleńı a zp̌resněńı klasifikace)

rychlá lokalizace grafických objekt̊u v rovině (č́ıslice, ṕısmena)

výběr p̌ŕıznak̊u (proměnných): kritérium maximálńı informativnosti:

D∗ = arg max
D⊂N

{I (XD ,Ω)} = arg max
D⊂N

{H(XD)− H(XD |Ω)}

H(XD) =
∑

xD∈XD

−PD(xD) log PD(xD)

H(XD |Ω) =
∑
ω∈Ω

p(ω)
∑

xD∈XD

−PD|ω(xD |ω) log PD|ω(xD |ω)

PD|ω(xD |ω) =
∑

m∈Mω

f (m)
∏
n∈D

fn(xn|m), D = {j1, . . . , jk} ⊂ N , |D| = k

optimálńı podmnožina D ⊂ N : úplné prohledáńı, p̌ribližné metody



Metoda směśı EM obecně Součinové směsi Modifikace Souhrn

VLASTNOSTI SOUČINOVÝCH SMĚŚI

SOUHRN: výpočetńı vlastnosti součinových distribučńıch směśı

efektivńı odhad parametr̊u směsi v mnohorozměrném prostoru (!)

snadný výpočet marginálńıch rozložeńı pravděpodobnosti (!)

p̌ri velkém počtu komponent se vlastnosti součinové směsi
bĺıž́ı obecnosti neparametrického jádrového odhadu

směsi jsou jednoduš̌śı než jádrové odhady (méně komponent)
neńı ťreba řešit problém optimalizace vyhlazeńı

vhodné pro aproximaci multimodálńıch rozložeńı pravděpodobnosti

možnost odhadu parametr̊u směsi z neúplných datových vektor̊u

umožňuj́ı sekvenčńı rozhodováńı s postupným doplňováńım
nejinformativněǰśıch p̌ŕıznak̊u

existuje strukturńı modifikace součinové směsi, která umožňuje
”lokálńı”výběr p̌ŕıznak̊u a rozhodováńı v prostorech s velkou dimenzi

součinové směsi lze interpretovat jako neuronovou śıt’

Literatura



Metoda směśı EM obecně Součinové směsi Modifikace Souhrn

A1: Statistické řešeńı problému rozpoznáváńı

x = (x1, . . . , xN) ∈ X : N-rozměrné datové vektory

Ω = {ω1, ω2, . . . , ωJ} : konečný počet ťŕıd

P(x|ω)p(ω), ω ∈ Ω : podḿıněné distribuce

Sω = {x(1), . . . , x(Kω)} : trénovaćı data

BAYESŮV VZOREC: aposteriorńı pravděpodobnosti ťŕıd

p(ω|x) =
P(x|ω)p(ω)

P(x)
, P(x) =

∑
ω∈Ω

P(x|ω)p(ω), x ∈ X

BAYESOVA ROZHODOVAĆI FUNKCE: minimalizuje pravděp. chyby

d(x) = arg max
ω∈Ω
{p(ω|x)} = arg max

ω∈Ω
{P(x|ω)p(ω)}

⇒ ŘEŠENÍ: odhad neznámých distribućı P(x|ω) na základě trénovaćıch

datových soubor̊u Sω, ω ∈ Ω Zpět
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A2: Vlastnosti neparametrického jádrového odhadu

Theorem (Parzen, 1962; Cacoullos, 1966)

Necht’ SK je posloupnost K nezávislých realizaćı N-rozměrného náhodného
vektoru s nějakou neznámou hustotou pravděpodobnosti P∗(x).
Neparametrický jádrový odhad P(x) s vyhlazovaćım parametrem σK

P(x) =
1

K

∑
y∈SK

N∏
n=1

1√
2πσK

exp
{ (xn − yn)2

2σ2
K

}
je v každém bodě spojitosti P∗(x) asymptoticky nestranný, tj. plat́ı

lim
K→∞

ESK
{P(x)} = P∗(x),

pokud limK→∞ σK = 0. Plat́ı-li nav́ıc limK→∞ KσN
K =∞,

potom P(x) je také asymptoticky konzistentńı v kvadratickém pr̊uměru:

lim
K→∞

ESK
{[P∗(x)− P(x)]2} = 0.

Výpočetńı náročnost + problém vyhlazeńı Zpět: Kompromis Součinové směsi
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A3: Optimalizace vyhlazeńı Parzenova odhadu

Parzen̊uv odhad s normálńım jádrem:

P(x) =
1

|S|
∑
y∈S

f (x|y,σ) =
1

|S|
∑
y∈S

[
N∏

n=1

1√
2πσn

exp
{ (xn − yn)2

2σ2
n

}]

optimalizace vyhlazeńı metodou cross-validace:
≈ maximalizace upravené věrohodnostńı funkce pomoćı EM algoritmu:

L(σ) =
∑
x∈S

log

 1

(|S| − 1)

∑
y∈S,y 6=x

N∏
n=1

1√
2πσn

exp
{ (xn − yn)2

2σ2
n

}
q(y|x) =

f (x|y,σ)∑
u∈S,u6=x f (x|u,σ)

, y ∈ S

(σ
′

n)2 =
1

|S|
∑
x∈S

∑
y∈S,y 6=x

(xn − yn)2q(y|x)

POZN. Časově náročný výpočet! Zpět: Kompromis Součinové směsi
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”Podhlazený ”jádrový odhad
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Př́ılǐs vyhlazený jádrový odhad
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Optimálně vyhlazený jádrový odhad

(normálńı jádro s obecnou kov. matićı) Zpět: Norm. směs
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A4: Odvozeńı marginálńıch distribućı ze součinové směsi

P(x) =
M∑

m=1

f (m)F (x|m) =
M∑

m=1

f (m)
N∏

n=1

fn(xn|m), x = (x1, . . . , xN) ∈ X

∑
xi∈Xi

P(x) =
M∑

m=1

f (m)(
∑
xi∈Xi

fi (xi |m))
∏

n∈N\i

fn(xn|m) =
M∑

m=1

f (m)
∏

n∈N\i

fn(xn|m)

xC = (xi1 , xi2 , . . . , xik ) ∈ XC , XC = Xi1 × · · · × Xik , C = {i1, . . . , ik} ⊂ N

PC (xC ) =
M∑

m=1

f (m)FC (xC |m), FC (xC |m) =
∏
n∈C

fn(xn|m)

Pn|C (xn|xC ) =
PnC (xn, xC )

PC (xC )
=

M∑
m=1

f (m)FC (xC |m)

PC (xC )
fn(xn|m)

Pn|C (xn|xC ) =
M∑

m=1

Wm(xC )fn(xn|m), Wm(xC ) =
f (m)FC (xC |m)

PC (xC )

Zpět - Nekompletńı data Zpět - Výhody součinových směśı
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A5: Invariance v̊uči lineárńı transformaci proměnných

Invariance součinové směsi v̊uči lineárńı transformaci

Necht’ parametry normálńı součinové směsi {wm, µmn, σmn,m ∈M, n ∈ N}
jsou stacionárńım bodem EM algoritmu, tj. splňuj́ı iteračńı rovnice. Dále
necht’ y = T (x) je lineárńı transformace dat x ∈ X a parametr̊u směsi:

yn = anxn + bn, x ∈ S, w̃m = wm, µ̃mn = anµmn + bn, σ̃mn = anσmn.

Potom transformované parametry {w̃m, µ̃mn, σ̃mn,m ∈M, n ∈ N} jsou
rovněž stacionárńım bodem EM algoritmu v transformovaném prostoru Y.

Důkaz: Substitućı lze ově̌rit platnost rovnic: Zpět

F (y|µ̃m, σ̃m) =
1∏N

n=1 an

F (x|µm,σm), P̃(y) =
1∏N

n=1 an

P(x)

q(m|y) = q(m|x), y = T (x), x ∈ S, m ∈M

µ̃mn =
1

w̃m|S|
∑
y∈S̃

ynq(m|y), (σ̃mn)2 =
1

w̃m|S|
∑
y∈S̃

(yn − µ̃mn)2q(m|y)
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A6: Explicitńı řešeńı kroku M

Lemma (podrobněji viz Grim, 1982)

Necht’ maximálně věrohodný odhad parametru b hustoty pravděpodobnosti
F (x|b) je aditivńı funkćı dat x ∈ S:

L =
1

|S|
∑
x∈S

log F (x|b), x ∈ X , b ≈ parametr

b∗ = arg max
b

{ 1

|S|
∑
x∈S

log F (x|b)
}

=
1

|S|
∑
x∈S

a(x)

Jestliže γ(x) = N(x)/|S| je relativńı četnost vektoru x v S, plat́ı ekvivalentně:

L =
∑
x∈X̄

γ(x) log F (x|b), X̄ = {x ∈ X : γ(x) > 0}, (
∑
x∈X̄

γ(x) = 1)

b∗ =
∑
x∈X̄

γ(x) a(x) = arg max
b

{∑
x∈X̄

γ(x) log F (x|b)
}

Důsledek: Maximum vážené věrohodnostńı funkce lze vyjáďrit
jako vážený maximálně věrohodný odhad.
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Explicitńı řešeńı kroku M - normálńı směs

normálńı směs s obecnou kovariančńı matićı:

P(x) =
M∑

m=1

f (m)F (x|cm,Am)

F (x|cm,Am) =
1√

(2π)N det Am

exp{−1

2
(x− cm)T A−1

m (x− cm)}

implicitńı tvar kroku M:

(c
′

m,A
′

m) = arg max
(cm,Am)

{∑
x∈S

q(m|x)∑
y∈S q(m|y)

log F (x|cm,Am)
}

explicitńı řešeńı:

c
′

m =
∑
x∈S

q(m|x)∑
y∈S q(m|y)

x,
(
γ(x) =

q(m|x)∑
y∈S q(m|y)

)
A

′

m =
∑
x∈S

q(m|x)∑
y∈S q(m|y)

(x− c
′

m)(x− c
′

m)T

Zpět: EM algoritmus
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A7: Př́ıklad EM algoritmu - diskrétńı součinová směs

x = (x1, x2, . . . , xN) ∈ X , X = X1 ×X2 × · · · × XN

xn ∈ Xn, |Xn| <∞ ≈ diskrétńı proměnné s konečným počtem hodnot

(nap̌r. dotazńıky, kvalitativńı data, popisy herńıch situaćı)

L =
1

|S|
∑
x∈S

log

[
M∑

m=1

f (m)F (x|m)

]
, F (x|m) =

N∏
n=1

fn(xn|m)

iteračńı rovnice: (x ∈ S, S = {x(1), . . . , x(K)})

q(m|x) =
f (m)F (x|m)∑M
j=1 f (j)F (x|j)

, f
′
(m) =

1

|S|
∑
x∈S

q(m|x)

f
′

n (ξ|m) =
1∑

x∈S q(m|x)

∑
x∈S

δ(ξ, xn)q(m|x) Podrobněǰśı odvozeńı

POZN. 1 Diskrétńı součinová směs neńı identifikovatelná. Důkaz

(problém p̌ri shlukové analýze × výhoda p̌ri aproximaci) Zpět: Př́ıklad EM

POZN. 2 Každé diskrétńı rozložeńı psti lze zapsat jako součinovou směs.
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Odvozeńı M-kroku pro diskrétńı součinovou směs

f
′

n (.|m) = arg max
fn(.|m)

{∑
x∈S

q(m|x) log fn(xn|m)
}
, n ∈ N , m ∈M

f
′

n (.|m) = arg max
fn(.|m)

{∑
x∈S

(
∑
ξ∈Xn

δ(ξ, xn))q(m|x) log fn(xn|m)
}

f
′

n (.|m) = arg max
fn(.|m)

{ ∑
ξ∈Xn

∑
x∈S

δ(ξ, xn)q(m|x) log fn(ξ|m)
}

f
′

n (.|m) = arg max
fn(.|m)

{ ∑
ξ∈Xn

(∑
x∈S

δ(ξ, xn)q(m|x)
)

log fn(ξ|m)
}

f
′

n (.|m) = arg max
fn(.|m)

{∑
x∈S

q(m|x)
∑
ξ∈Xn

(∑
x∈S δ(ξ, xn)q(m|x)∑

x∈S q(m|x)

)
log fn(ξ|m)

}

⇒ f
′

n (ξ|m) =
1∑

x∈S q(m|x)

∑
x∈S

δ(ξ, xn)q(m|x)

Zpět: EM algoritmus
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A8: Př́ıklad EM algoritmu - směs Bernoulliho rozložeńı

x = (x1, x2, . . . , xN) ∈ X , xn ∈ {0, 1}, X = {0, 1}N ≈ binárńı data

(nap̌r. č́ıslice na binárńım rastru, výsledky biochemických test̊u a pod.)

F (x|m) = F (x|θm) =
N∏

n=1

fn(xn|m) =
N∏

n=1

θxn
mn(1− θmn)1−xn

L =
1

|S|
∑
x∈S

log[
M∑

m=1

f (m)F (x|θm)], S = {x(1), . . . , x(K)}

iteračńı rovnice:

q(m|x) =
f (m)F (x|θm)∑M
j=1 f (j)F (x|θj)

, x ∈ S, m = 1, 2, . . . ,M

f
′
(m) =

1

|S|
∑
x∈S

q(m|x), θ
′

mn =
1∑

x∈S q(m|x)

∑
x∈S

xnq(m|x)

POZN. Problém p̌resnosti součinů velkého počtu parametr̊u θmn. Zpět
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A9: Důkaz neidentifikovatelnosti diskrétńı součinové směsi

Definice identifikovatelnosti směsi (Teicher, 1963)

Tř́ıda směśı P = {P(x,θ) : θ ∈ Θ} je identifikovatelná, jestliže parametry

θ,θ
′
∈ Θ libovolných dvou ekvivalentńıch směśı

P(x,θ) = P(x,θ
′
), ∀ x ∈ X

se mohou lǐsit pouze pǒrad́ım komponent. Zpět: identifikace x aproximace

Theorem (srv. Teicher, 1963, 1968; Gyllenberg et al., 1994; Grim, 2001)

Libovolná diskrétńı součinová směs (xn ∈ Xn, |Xn| <∞)

P(x) =
M∑

m=1

f (m)F (x|m)] =
M∑

m=1

f (m)
N∏

n=1

fn(xn|m)

může být ekvivalentně vyjáďrena nekonečně mnoha r̊uznými zp̊usoby (tj.
pomoćı r̊uzných množin parametr̊u), pokud alespoň jedna z podḿıněných
distribućı fi (xi |m) splňuje podḿınku Zpět: Diskrétńı směs

0 < fi (xi |m) < 1, pro nějaké xi ∈ Xi .
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Důkaz neidentifikovatelnosti diskrétńı součinové směsi

Důkaz:

Jestliže pro nějaké i ∈ N , xi ∈ Xi a m ∈M plat́ı 0 < fi (xi |m) < 1
potom jednorozměrné rozložeńı pravděpodobnosti fi (·|m) můžeme
nekonečně mnoha způsoby vyjáďrit jako konvexńı kombinaci
dvou r̊uzných rozložeńı f

′

i (·|m), f
′′

i (·|m), nap̌r. (0 < α < 1, β = 1− α):

fi (ξ|m) = αf
′

i (ξ|m) + βf
′′

i (ξ|m), ξ ∈ Xi

S využit́ım p̌redchoźı substituce můžeme napsat

f (m)F (x|m) = f
′
(m)F

′
(x|m) + f

′′
(m)F

′′
(x|m)

kde

f
′
(m) = αf (m), f

′′
(m) = βf (m)

F
′
(x|m) = f

′
(xi |m)

∏
n∈N ,n 6=i

fn(xn|m), F
′′

(x|m) = f
′′

(xi |m)
∏

n∈N ,n 6=i

fn(xn|m)

a po dosazeńı za komponentu f (m)F (x|m) můžeme původńı směs P(x)
vyjáďrit pomoćı netriviálně odlǐsných parametr̊u, cbd. Zpět: EM algoritmus
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A10: Modifikace EM algoritmu - vážená data

γ(x) > 0 : relativńı četnost výskytu vektoru x (≈ váha ) v posloupnosti S
M = {1, . . . ,M}, N = {1, . . . ,N} ≈ indexové množiny

L =
1

|S|
∑
x∈S

log[
∑

m∈M
f (m)F (x|m)] =

∑
x∈X

γ(x) log[
∑

m∈M
f (m)F (x|m)]

S̄ = {x ∈ S : γ(x) > 0} : sč́ıtáńı lze omezit na vektory x ∈ S̄:

vážené iteračńı rovnice: (m ∈M, n ∈ N , x ∈ S̄)

q(m|x) =
f (m)F (x|m)∑
j∈M f (j)F (x|j)

, F (x|m) =
∏
n∈N

fn(xn|m)

f
′
(m) =

1

|S|
∑
x∈S

q(m|x) =
∑
x∈S̄

γ(x)q(m|x)

f
′

n (.|m) = arg max
fn(.|m)

{∑
x∈S̄

γ(x)q(m|x) log fn(xn|m)
}

POUŽIT́I: agregace dat, ”nekonečná”data: γ(x) = P∗(x) Zpět: Vlastnosti
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A11: Alternativńı důkaz monotónie EM algoritmu: L
′ ≥ L

Kullback-Leiblerova informačńı divergence je nezáporná, tj. plat́ı:

I (q(·|x), q
′
(·|x)) =

M∑
m=1

q(m|x) log
q(m|x)

q′(m|x)
≥ 0, Důkaz

následuj́ıćı postup vycháźı z původńıho Schlesingerova důkazu

L =
1

|S|
∑
x∈S

log[
M∑

m=1

f (m)F (x|m)], q(m|x) =
f (m)F (x|m)∑M
j=1 f (j)F (x|j)

Věrohodnostńı funkci L resp. L
′

lze zapsat ekvivalentně pomoćı q(m|x):

L =
1

|S|
∑
x∈S

{ M∑
m=1

q(m|x) log[f (m)F (x|m)]−
M∑

m=1

q(m|x) log q(m|x)
}

L
′

=
1

|S|
∑
x∈S

{ M∑
m=1

q(m|x) log[f
′
(m)F

′
(x|m)] −

M∑
m=1

q(m|x) log q
′
(m|x)

}
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Alternativńı důkaz monotónie EM algoritmu: L
′ ≥ L

Předchoźı vzorce použijeme k vyjáďreńı p̌ŕır̊ustku věrohodnostńı funkce:

L
′
−L =

1

|S|
∑
x∈S

{ M∑
m=1

q(m|x) log
[ f

′
(m)F

′
(x|m)

f (m)F (x|m)

]
+

M∑
m=1

q(m|x) log
q(m|x)

q′(m|x)

}
Druhý člen na pravé straně p̌redstavuje Kullback-Leiblerovu divergenci:

L
′
− L =

1

|S|
∑
x∈S

{ M∑
m=1

q(m|x) log
[ f

′
(m)F

′
(x|m)

f (m)F (x|m)

]
+ I (q(·|x), q

′
(·|x))

}
Po vynecháńı nezáporné informačńı divergence dostaneme nerovnost

L
′
− L ≥ 1

|S|
∑
x∈S

{ M∑
m=1

q(m|x) log
[ f

′
(m)F

′
(x|m)

f (m)F (x|m)

]}
L

′
− L ≥

M∑
m=1

[ 1

|S|
∑
x∈S

q(m|x)
]

log
f

′
(m)

f (m)
+

1

|S|

M∑
m=1

∑
x∈S

q(m|x) log
F

′
(x|m)

F (x|m)
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Alternativńı důkaz monotónie EM algoritmu: L
′ ≥ L

S využit́ım substituce za f
′
(m) podle kroku M obdrž́ıme nerovnost

M∑
m=1

[ 1

|S|
∑
x∈S

q(m|x)
]

log
f

′
(m)

f (m)
=

M∑
m=1

f
′
(m) log

f
′
(m)

f (m)
≥ 0

Podle definice v kroku M: F
′
(.|m) = arg max

F (.|m)

{∑
x∈S

q(m|x) log F (x|m)
}

tzn. pro libovolnou funkci F (x|m) plat́ı nerovnost:

(∗)
∑
x∈S

q(m|x) log F
′
(x|m) ≥

∑
x∈S

q(m|x) log F (x|m), m ∈M

Z uvedených nerovnost́ı plyne monotónńı vlastnost EM algoritmu:

L
′
− L ≥

M∑
m=1

f
′
(m) log

f
′
(m)

f (m)
+

1

|S|

M∑
m=1

∑
x∈S

q(m|x) log
F

′
(x|m)

F (x|m)
≥ 0

POZN. Definice M-kroku je zbytečně silná, stač́ı aby nové parametry
splňovaly nerovnost (*) ⇒ GEM algoritmus Zpět
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A12: Důsledky monotónńı vlastnosti EM algoritmu

Neklesaj́ıćı shora omezená posloupnost hodnot kritéria {L(t)}∞t=0 má
konečnou limitu L∗ <∞ a proto splňuje nutnou podḿınku konvergence:

lim
t→∞

L(t) = L∗ <∞ ⇒ lim
t→∞

(L(t+1) − L(t)) = 0

Stejnou podḿınku splňuj́ı i posloupnosti {f (t)(·)}∞t=0, {q(t)(·|x)}∞t=0:

lim
t→∞

||f (t+1)(·)− f (t)(·)|| = 0, lim
t→∞

||q(t+1)(·|x)− q(t)(·|x)|| = 0.

Předchoźı limity plynou z nerovnosti

L(t+1) − L(t) ≥ I (f (t+1)(·)||f (t)(·)) +
1

|S|
∑
x∈S

I (q(t)(·|x)||q(t+1)(·|x))

s použit́ım následuj́ıćı obecné nerovnosti (viz Kullback (1966)):∑
x∈X

P∗(x) log
P∗(x)

P(x)
≥ 1

4

(∑
x∈X
|P∗(x)− P(x)|

)2

≥ 1

4
‖P∗(·)− P(·)‖2

Zpět
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A13: Maximálně věrohodné odhady a problém aproximace

Lemma

Maximalizace věrohodnostńı funkce je asymptoticky ekvivalentńı minimalizaci
horńı meze euklidovské vzdálenosti mezi skutečnou diskrétńı distribućı P∗ a
jej́ı aproximaćı P.

Důkaz: Asymptoticky, pro |S| → ∞, plat́ı

lim
|S|→∞

1

|S|
∑
x∈S

log P(x) = lim
|S|→∞

∑
x∈S

γ(x) log P(x) =
∑
x∈X

P∗(x) log P(x)

kde γ(x) ≥ 0 je relativńı četnost výskytu diskrétńıho vektoru x
v posloupnosti S a P∗ je skutečné rozložeńı pravděpodobnosti.
Tvrzeńı věty plyne z nerovnosti (viz Kullback, 1966):∑

x∈X
P∗(x) log

P∗(x)

P(x)
≥ 1

4

(∑
x∈X
|P∗(x)− P(x)|

)2

≥ 1

4
‖P∗(·)− P(·)‖2

Zpět
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A14: Důkaz nezápornosti Kullback-Leiblerovy divergence

Theorem (viz nap̌r. Vajda, 1992)

Pro libovolná dvě diskrétńı rozložeńı pravděpodobnosti {q1, q2, . . . , qM},
{q′

1, q
′

2, . . . , q
′

M} plat́ı nerovnost

I (q‖ q
′
) =

M∑
m=1

qm log
qm

q′
m

≥ 0

p̌ričemž rovnost nastane právě tehdy, je-li q
′

m = qm, pro všechna m ∈M.

Důkaz: Bez ztráty obecnosti můžeme p̌redpokládat qm > 0 pro všechna
m ∈M (protože 0 log 0 = 0). Podle Jensenovy nerovnosti plat́ı:

M∑
m=1

qm log
q

′

m

qm
≤ log

( M∑
m=1

qm
q

′

m

qm

)
= log

( M∑
m=1

q
′

m

)
= log 1 = 0,

p̌ričemž rovnost nastane právě tehdy, je-li q
′

1/q1 = · · · = q
′

M/qM , cbd.

Důsledek: následuj́ıćı suma na levé straně je maximálńı pro q
′

= q
M∑

m=1

qm log q
′

m ≤
M∑

m=1

qm log qm Zpět - Důkaz Zpět (alternativńı důkaz) Zpět (M-krok)
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A15: Diskrétńı součinová směs univerzálně aproximuje

Lemma (viz nap̌r. Grim, 2006)

Necht’ p(k), k = 1, . . . ,K , K = |X | jsou tabulkou definované hodnoty
libovolného diskrétńıho rozložeńı pravděpodobnosti P(x) na prostoru X :

P(x(k)) = p(k), x(k) ∈ X , k = 1, . . . ,K , X = ∪K
k=1{x(k)}

Potom diskrétńı rozložeńı pravděpodobnosti P(x) může být vyjáďreno ve
tvaru součinové distribučńı směsi

P(x) =
K∑

k=1

wkF (x|k) =
K∑

k=1

p(k)
∏
n∈N

δ(xn, x
(k)
n ), x ∈ X .

Důkaz: Je žrejmý z uvedeného vzorce, kde komponenty směsi definované
pomoćı delta-funkćı jsou uḿıstěny v jednotlivých bodech prostoru x(k) ∈ X a
váha komponenty je rovna p̌ŕıslušné tabulkové hodnotě p(k):

F (x|k) =
∏
n∈N

δ(xn, x
(k)
n ), wk = p(k), k = 1, . . . ,K .

POZN. Uvedený konstruktivńı důkaz má pouze formálńı význam, aproximace
s využit́ım EM algoritmu je numericky výhodněǰśı. Zpět - (”lze zapsat”)
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A16: Odvozeńı kritéria strukturńı optimalizace

v implicitńı rovnici kroku M můžeme vynechat konstantńı ”pozad́ı” F (x|0):

G
′
(.|m,φ

′

m) = arg max
G(.|m,φm)

{ 1

|S|
∑
x∈S

q(m|x) log G (x|m,φm)
}

po dosazeńı za G (x|m,φm) uprav́ıme výraz v závorce:

∑
x∈S

q(m|x)

|S|
log

∏
n∈N

[
fn(xn|m)

fn(xn|0)

]φmn

=
∑
n∈N

φmn

∑
x∈S

q(m|x)

|S|
log

[
fn(xn|m)

fn(xn|0)

]
⇒ výchoźı implicitńı vztah lze rozepsat odděleně pro jednorozměrné
distribuce f

′

n (xn|m) a strukturńı parametry φ
′

mn:

f
′

n (.|m) = arg max
fn(.|m)

{∑
x∈S

q(m|x)

|S|
log fn(xn|m)

}

φ
′

m = arg max
φm

{
φmn

∑
x∈S

q(m|x)

|S|
log
[ f

′

n (xn|m)

fn(xn|0)

]}
= arg max

φm

{
φmnγ

′

mn

}
Zpět
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A17: EM algoritmus pro Bernoulliovskou směs

základńı schema EM algoritmu v C++: směs Bernoulliho rozložeńı

Zpět
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A18: EM algoritmus pro součinovou normálńı směs

EM algoritmus v C++: součinová normálńı směs s velkou dimenźı

Zpět
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Prof. M.I. Schlesinger se svou ženou

Při výletu na Karľstejn během pobytu v Praze v roce 1995. Zpět
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Grim J., Boček P. (1995): Statistical Model of Prague Households for
Interactive Presentation of Census Data, In SoftStat’95. Advances in
Statistical Software 5, pp. 271 - 278, Lucius & Lucius: Stuttgart, 1996.

Grim J., (1996): Maximum Likelihood Design of Layered Neural Networks. In:
Proceedings of the 13th International Conference on Pattern Recognition IV
(pp. 85-89), Los Alamitos: IEEE Computer Society Press.

Grim J., (1996a): Design of multilayer neural networks by information
preserving transforms. In: E. Pessa, M.P. Penna, A. Montesanto (Eds.),
Proceedings of the Third European Congress on System Science (pp.
977-982), Roma: Edizzioni Kappa.

Zpět
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Grim J., Somol P., Novovičová J., Pudil P., Ferri F. (1998): Initializing normal
mixtures of densities. In Proceedings of the 14th International Conference on
Pattern Recognition ICPR’98, Brisbane, August 16 - 20, 1998, Eds. A.K. Jain,
S. Venkatesh, B.C. Lovell, pp. 886-890, IEEE Computer Society: Los Alamitos,
California, 1998

Zpět
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